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 RESUMO   
A es$ma$va de viagens por domicílio é fundamental para a tomada de decisões rela$vas 
ao planejamento de transportes. Porém, para obter essa es$ma$va são necessários da-

dos desagregados dos domicílios, que geralmente são ob$dos pela Pesquisa Domiciliar 
de Origem e Des$no. No entanto, a maioria das cidades enfrenta problemas para a aqui-

sição desses dados, uma vez que este $po de pesquisa é de alto custo de preparação e 
execução. Desta forma, surge a necessidade de ferramentas que forneçam dados confi-

áveis e com baixo custo. Assim, o obje$vo deste ar$go é apresentar um método sequen-
cial, para es$ma$va de viagens domiciliares, a par$r de população sinté$ca e Redes 

Neurais Ar$ficiais (RNAs).  A população sinté$ca foi baseada em dados agregados do 

censo e simulação Monte Carlo. Os resultados ob$dos com as RNAs foram comparados 
aos resultados de um modelo linear tradicional, mostrando-se melhores e corroborando 

o potencial do uso de RNAs para modelagem da demanda por transportes. As viagens 
sinté$cas por domicílio foram validadas a par$r dos dados desagregados da Pesquisa 

Origem-Des$no (2007) e testes de hipótese para comparação de valores Cpicos e distri-
buições populacionais.  Em 71% dos setores censitários, as viagens sinté$cas foram con-

sideradas similares aos dados reais, confirmando a eficiência do método proposto. As-
sim, a principal lacuna desta pesquisa, é a apresentação do método sequencial, capaz 

de tanto minimizar problemas de aquisição de dados quanto atenuar as restrições e su-

posições matemá$cas, inerentes aos modelos tradicionais de demanda por transportes.  
 
ABSTRACT  
The es$ma$on of trips per household is essen$al in the decision-making process related 

to transporta$on planning. However, to obtain this es$mate, disaggregated data per 
household is needed, which is usually obtained by an Origin and Des$na$on Survey. 

Most ci$es face problems to obtain this data, as this kind of survey needs an amount of 
$me and money to plan and carry it out. Thus, tools for es$ma$on, providing reliable 

data and low cost, are required. The aim of this paper is to present a sequen$al method 

for es$ma$ng trips per households using a synthe$c popula$on and Ar$ficial Neural 
Networks (ANNs). The synthe$c popula$on was based on aggregated census data and 

the Monte Carlo Method. The results obtained with ANNs were compared to the results 
of a tradi$onal linear model and the results were subtly beHer for ANNs, corrobora$ng 

their poten$al in the use of travel demand modeling. The synthe$c household trips were 
validated with the data from the Origin and Des$na$on Survey and hypothesis tests to 

compare typical values and popula$on distribu$ons.   In 71% of the census unit of areas, 
the synthe$c trips were considered similar to the actual data, corrobora$ng the effi-

ciency of the proposed method. Thus, the main research gap is the proposal of the se-

quen$al method, capable of minimizing issues of data acquisi$on and mathema$cal 
constraints and assump$ons inherent in tradi$onal travel demand forecas$ng models. 
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1. INTRODUCÃO 

A modelagem tradicional da demanda por transportes pode ser subdividida em quatro etapas: 
geração de viagens, distribuição de viagens, divisão ou repartição modal e alocação de tráfego 
(Ortúzar e Willumsen, 2011). Este estudo tratou somente da primeira etapa (geração de via-
gens), mais especi&icamente, da estimativa do número de viagens produzidas por domicı́lio. 

 Os modelos de demanda por transportes geralmente necessitam de uma base de dados for-
necida por Pesquisas de Origem e Destino (OD) para estimativas dos parâmetros envolvidos. 
Normalmente, são utilizados os dados das pesquisas domiciliares, que fornecem informações 
relevantes sobre o comportamento da população relativo a viagens, os modos de transporte 
utilizados, os motivos das viagens, os polos de geração e atração de viagens e dados socioeco-
nômicos (Silva, 2008; Bruton, 1979; Ortúzar e Willumsen, 2011; Papacostas e Prevedouros, 
1993).  

 Apesar da sua grande importância, a Pesquisa OD normalmente não é realizada com frequên-
cia nas cidades, pois é uma atividade de alto custo de preparação, execução, processamento e 
análise dos dados. Esses fatos di&icultam o planejamento, pois os dados, geralmente, encontram-
se defasados no tempo. Os microdados do Censo, embora sejam ricos e atendam a várias neces-
sidades de obtenções de dados para análise, não possuem informações relativas aos desloca-
mentos urbanos (escolha modal; distâncias percorridas; escolhas de destinos ou horários de 
saı́da, etc.). 

 Uma maneira de resolver o problema da falta de dados e da sua periodicidade é a partir de 
dados sintéticos, geralmente obtidos por meio da geração de uma população sintética – um con-
junto de dados referentes a uma população arti&icial que, em termos estatı́sticos, representa a 
população observada. As populações sintéticas podem ser geradas a partir de dados agregados 
ou desagregados de um censo, por exemplo, tentando obter a maior similaridade possıv́el com 
a população verdadeira. Mais detalhes sobre métodos de geração de população sintética são 
encontrados nos trabalhos de Müller e Axhausen (2011); Ma (2011) e Pritchard (2008). 

 O processo de geração da população sintética preserva a con&idencialidade dos indivı́duos da 
amostra quando os dados agregados do censo são utilizados, produzindo atributos e caracterı́s-
ticas demográ&icas realistas (Adiga et	al., 2015). 

 No Brasil, o Censo Demográ&ico é uma pesquisa realizada pelo Instituto Brasileiro de Geogra-
&ia e Estatı́stica (IBGE) que disponibiliza, a cada dez anos, uma base de dados que contém infor-
mações relativas ao morador e ao uso do solo, agregadas por setores censitários.  

 A partir de uma base de dados, agregada por unidade de área, disponıv́el do censo, uma po-
pulação sintética desagregada pode ser gerada por diversas técnicas, sendo que cada uma pos-
sui suas limitações. Nos últimos anos, três métodos vêm sendo muito utilizados para a geração 
deste tipo de população, são eles: (1) Método de ajuste proporcional iterativo (IPF, – Iterative 
Proportional Fitting), desenvolvido por Deming e Stephan (1940); (2) Método Monte Carlo 
(MMC), probabilidade condicional detalhado no trabalho de Birkin e Clarke (1988); e (3) Mé-
todo da otimização combinatória (CO –  Combinatorial Optimisation), aplicados nos trabalhos 
de Williamson et	al. (1998) e Voas e Williamson (2001). 

 O Método Monte Carlo tem se tornado uma das técnicas mais populares para se analisar sis-
temas complexos (Banks et	al., 2005). Devido à complexidade dos sistemas reais, os modelos de 
simulação obtêm, com maior precisão, as caracterı́sticas dinâmicas e aleatórias desses sistemas, 
pois buscam imitar o sistema real em um computador para avaliar como o sistema modelado se 
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apresentaria quando submetido às mesmas condições de contorno. O MMC utiliza geradores de 
números pseudoaleatórios para simular sistemas fı́sicos ou matemáticos, nos quais não se con-
sidera o tempo, explicitamente, como uma variável (Chwif e Medina, 2014). 

 As Redes Neurais Arti&iciais (RNAs) são aplicáveis em diversas áreas da engenharia, inclu-
indo modelagem de problemas complexos de transportes, haja vista sua grande habilidade de 
classi&icar e reconhecer padrões em banco de dados. São modelos matemáticos simples e livres 
de restrições, resultando em uma ferramenta adaptável, capaz de identi&icar e aprender pa-
drões nos dados (Adeli, 2001). Dessa forma, uma rede neural pode ser treinada, para aprender 
a desempenhar uma determinada tarefa. Além disso, as RNAs vêm apresentando um potencial 
maior que outros métodos estatı́sticos para estimar e prever dados de demanda por transpor-
tes, como apresentado no trabalho de Lin et	al. (2005) que concluı́ram que as RNAs têm boa 
capacidade para estimar tempos de viagem. 

 O objetivo deste artigo é apresentar um método sequencial para estimativa de viagens domi-
ciliares a partir de uma população sintética e Redes Neurais Arti&iciais (RNAs).  

 A população sintética foi obtida através do Método Monte Carlo (MMC), em algoritmo imple-
mentado pelos próprios autores. Já o uso das RNAs justi&ica-se pela ausência de suposições ou 
restrições matemáticas relativas às variáveis em análise, necessárias para a utilização de Re-
gressão Linear Múltipla (RLM), por exemplo, ferramenta usual de estimativas de viagens  
domiciliares.  

 Diante do exposto, este trabalho apresenta uma proposta para estimativa de viagens por do-
micı́lios, a partir de uma população sintética, baseada em dados agregados do censo 2010 do 
IBGE, aplicando o Método Monte Carlo e utilização de Redes Neurais Arti&iciais (RNAs). Os re-
sultados obtidos com as RNAs foram comparados aos resultados de um modelo linear  
tradicional.  

 Em seguida, as viagens domiciliares sintéticas, obtidas a partir do método sequencial pro-
posto, foram validadas utilizando testes de hipótese para comparação de medidas tı́picas (teste 
da mediana) e distribuição populacional (Kolmogorov-Smirnov) entre os dados estimados pelo 
método e dados desagregados da Pesquisa OD. As demais variáveis da população sintética fo-
ram validadas com os testes de distribuição populacional (Kolmogorov-Smirnov), fazendo-se 
comparações pareadas entre microdados do censo e população sintética.  

 Neste trabalho foram utilizados dados desagregados da Pesquisa OD, realizada em 2007, na 
cidade de São Carlos, SP, além de dados agregados e microdados provenientes do censo de 2010 
(IBGE, 2010).  

 Assim, a lacuna de pesquisa, associada a este trabalho baseia-se em dois problemas de pes-
quisa: (1) ausência de dados desagregados devido a fatores econômicos ou necessidade de si-
gilo e (2) uso de modelos tradicionais para modelagem de demanda por transportes, os quais 
apresentam várias suposições e restrições matemáticas. Tais suposições normalmente não são 
atendidas para as variáveis relativas à demanda por transportes. Desta forma, a contribuição 
deste trabalho baseia-se tanto na capacidade de lidar com ausência de dados desagregados, vi-
abilizando a geração de população sintética, quanto na questão da modelagem de demanda por 
transportes, através de técnicas de Aprendizagem de Máquinas, considerando os problemas de 
modelos tradicionais (Regressão Linear, Regressão logı́stica. LogLinear, etc.). No caso da Regres-
são Linear Múltipla, por exemplo, em que o objetivo principal é encontrar a combinação linear 
das variáveis independentes que forneça máxima correlação com a variável dependente,  
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tratar o número de viagens estimadas como variável contı́nua com suposição de distribuição 
normal (podendo assumir inclusive valores negativos) é, obviamente, irreal (Schmöcker et	al., 
2005). 

 Na literatura vigente encontram-se diversos trabalhos que tratam apenas de um dos proble-
mas mencionados anteriormente. Diversos trabalhos, exploram, há anos, diferentes ferramen-
tas para obtenção de dados sintéticos, gerando assim o input a ser utilizado na modelagem (Jain 
et	al., 2015; Moeckel et	al., 2003; Bowman, 2004; Bowman, 2009; Ye et	al., 2009; L Ma, 2011). 

 Outros trabalhos tratam da potencialidade de ferramentas de Aprendizagem de Máquinas, 
como Redes Neurais Arti&iciais, na modelagem de demanda por transportes (Pitombo et	al., 
2017; Mozolin et	al., 2015; Ichikawa et	al., 2002; Xie et	al., 2003). No entanto, são raros os tra-
balhos, sobretudo no Brasil, que tratam de ambos os problemas discutidos (Tillema et	al., 2004). 

 Em relação a trabalhos que comparam os resultados obtidos com as diferentes técnicas, Re-
des Neurais Arti&iciais e Regressões Lineares, especi&icamente na etapa da geração de viagens, 
é praticamente unânime, na literatura, o melhor desempenho das RNAs. No entanto, a maior 
parte dos trabalhos lida com a geração de viagens no nıv́el agregado (Huisken e Coffa, 2000; 
Openshaw e Openshaw, 1997; Al-Deek, 2001).  

 As próximas seções deste artigo descrevem as etapas metodológicas, realizadas neste traba-
lho, bem como descrição teórica das ferramentas utilizadas (MMC e RNAs). A Seção 2 apresenta 
conceitos e de&inições teóricas relativas ao método de simulação Monte Carlo. Em seguida, a 
Seção 3 traz de&inições teóricas da ferramenta de RNAs. A Seção 4 descreve o banco de dados 
utilizado e o procedimento metodológico. A simulação da população sintética, a partir de dados 
agregados do censo por Monte Carlo, é descrita na Seção 5. Já a Seção 6 mostra a aplicação das 
RNAs para previsão de geração de viagens e na Seção 7 é esboçado o modelo linear calibrado 
(para &ins de validação). A Seção 8 apresenta a validação dos resultados. Finalmente, na Seção 
9 são descritas as principais conclusões. 

2. MÉTODO MONTE CARLO (MMC) 

Observa-se que a simulação por Monte Carlo é amplamente utilizada no campo da Engenharia 
de Transportes para várias &inalidades, entre elas a geração da população sintética. Vários tra-
balhos rati&icam o uso desse método para gerar domicı́lios sintéticos, dentre eles é importante 
citar Birkin e Clarke (1988); Beckman, et	al. (1996), Huang e Williamson (2002); Münnich et	al. 
(2003); Namazi-Rad, et	al. (2014) e Ma e Srinivasan (2015). 

 O Método Monte Carlo (MMC) é uma parte da matemática experimental que está preocupada 
em experiências com números pseudoaleatórios e, geralmente, é muito utilizado em modelos 
complexos, ou não lineares, e uma simulação pode envolver mais de 10.000 replicações do mo-
delo estudado (Hammersley e Handscomb, 1964). Portanto, é uma tarefa difı́cil e demorada, 
que no passado só poderia ser realizada por e&icientes computadores. A resolução de um pro-
blema utilizando o MMC depende do uso de várias séries de tentativas aleatórias e, portanto, a 
precisão &inal depende desse número de tentativas e, também, do tempo de computação (Escu-
dero, 1973). 

 A execução do MMC acontece de acordo com as seguintes etapas: 

1. Primeiramente, são determinadas as distribuições das caracterı́sticas de indivı́duos da 
amostra de uma população real; 
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2. Em seguida, são gerados, aleatoriamente, indivıd́uos “virtuais”, respeitando as distribui-
ções das caracterı́sticas da população real, até formar uma população sintética do tama-
nho da população real; 

3. Para a validação da população sintética, uma técnica de amostragem é aplicada, obtendo 
amostras da população sintética, e calculado o valor da estatı́stica de interesse (para 
cada amostra) para garantir a aderência das distribuições das caracterı́sticas; 

4. Todo o processo de geração e amostragem é repetido um número “N” su&iciente de vezes, 
até garantir um intervalo de con&iança de 95% na representação das distribuições das 
caracterı́sticas dos indivı́duos (Mackay, 1996). 

 O uso de modelo matemático, para descrever um sistema, pode ser complexo ou até mesmo 
sem uma solução analı́tica. Desta forma, o uso da simulação computacional é uma ferramenta 
de grande valor na obtenção de uma resposta de um problema particular. A simulação por 
Monte Carlo tem sido utilizada para modelar uma grande variedade de fenômenos, e evoluiu 
para várias variantes bem estabelecidas após desenvolvimento computacional.  

3. REDES NEURAIS ARTIFICIAIS 

Existem diversas técnicas de modelagem de dados e produção de informações que buscam si-
mular a inteligência humana para resolver problemas complexos, tais como: Lógica Nebulosa, 
Sistemas Especialistas, Redes Neurais Arti&iciais, entre outras. Uma das técnicas de Inteligência 
Arti&icial (ou Aprendizagem de Máquinas) mais promissora é a Rede Neural Arti&icial (RNA), 
técnica que consegue reproduzir o comportamento de qualquer função matemática, normal-
mente aquelas não-lineares (Smith, 1996).  

 As RNAs têm como objetivo compreender o funcionamento do cérebro humano e, de alguma 
forma, reproduzi-lo, pois ambos compreendem grande número de interconexões das unidades 
de processamentos não lineares chamados de neurônios, que apresentam como principal fun-
ção o armazenamento e a disponibilidade de informação. O seu funcionamento é baseado em 
sistemas de equações, em que o resultado de uma equação é o valor de entrada para várias 
outras da rede (Dougherty, 1995). 

 Segundo Haykin (1999) o neurônio forma a base para as RNAs, sendo o neurônio arti&icial o 
objeto que simula o comportamento do neurônio biológico, uma unidade de processamento 
matematicamente simples. Os neurônios se comunicam através de sinapses (região onde dois 
neurônios entram em contato e através do qual os impulsos nervosos são transmitidos entre 
eles). Cada neurônio recebe uma ou mais entradas, que correspondem às conexões sinápticas 
com outras unidades similares a ele, com seus respectivos pesos, transformando em saı́das, cu-
jos valores dependem diretamente da somatória ponderada de todas as saı́das dos outros neu-
rônios a esse conectados.  

 A Figura 1 apresenta o modelo de um neurônio, cujos três elementos básicos que formam a 
base para o projeto de uma Rede Neural Arti&icial são os pesos sinápticos, a função soma e a 
função de ativação. 

 Uma Rede Neural Arti&icial é composta por várias unidades de processamento, porém o fun-
cionamento é simples, ou seja, as unidades são conectadas por canais de comunicação que estão 
associados a um peso e fazem operações sobre os dados locais. Em resumo, a operação de uma 
unidade de processamento acontece com os sinais sendo apresentados à entrada, cada sinal é 
multiplicado por um número (peso) que indica a sua in&luência na saı́da da unidade.  
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Após, é realizada a soma ponderada dos sinais que produz um nıv́el de atividade (threshold) e 
este nıv́el irá determinar a resposta de saı́da. 
 

 

 
Figura 1. Modelo não linear de um neurônio. Fonte: Adaptado de Haykin (1999) 

 

 De acordo com Haykin (1999), o funcionamento da Rede Neural Arti&icial se realiza através 
do padrão de conexão entre várias camadas das redes, os números de neurônios em cada ca-
mada, a capacidade da aprendizagem e as funções de ativação. Os neurônios de uma rede neural 
são estruturados de acordo com o algoritmo de aprendizado usado para treinar a rede. Assim, 
os dois aspectos principais de construção de uma rede neural são: a arquitetura e o  
aprendizado.  

 A arquitetura neural é tipicamente organizada em camadas, com unidades que podem estar 
conectadas às unidades da camada posterior. Essas camadas são classi&icadas em camada de 
entrada (padrões são apresentados à rede), camadas intermediárias ou escondidas (realizado 
a maior parte do processamento) e a camada de saı́da (resultado &inal é concluı́do). Segundo 
Wasserman (1989) a entrada não é considerada uma camada da rede, pelo fato de apenas dis-
tribuir os padrões. A camada com os neurônios, que fornecem a saı́da da rede, é chamada ca-
mada de saı́da. A arquitetura se apresenta em três diferentes tipos: as redes progressivas de 
única camada, as redes progressivas de camadas múltiplas e as redes recorrentes. As redes pro-
gressivas de camadas múltiplas, Multilayer	Perceptron (MLP), correspondem a um processador 
paralelo, constituı́do de neurônios (unidades de processamento), que são dispostos em uma ou 
mais camadas interligadas por muitas conexões.   

 A habilidade de aprender é uma propriedade valiosa das redes neurais. O aprendizado da 
rede MLP é denominado de treinamento e ocorre através do ajuste dos pesos, utilizando algum 
algoritmo de treinamento, como por exemplo, o algoritmo	 backpropagation uma técnica de 
aprendizado supervisionado que utiliza pares (entrada e saı́da desejada) para, através do cál-
culo do erro, ajustar os pesos da rede e adquirir conhecimento (Haykin, 1999). 

4. MATERIAIS E MÉTODO 

Os dados utilizados neste trabalho são referentes à Pesquisa OD, realizada na cidade de São 
Carlos-SP entre os anos de 2007 e 2008, pelo Departamento de Engenharia de Transportes 
(EESC-USP), e a pesquisa do Censo Demográ&ico 2010, realizada pelo Instituto de Geogra&ia e 
Estatı́stica (IBGE).  

 A cidade de São Carlos está localizada no centro do estado de São Paulo, conhecida como um 
importante polo cientı́&ico e tecnológico do Brasil com centros de ensino e pesquisa e várias 
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empresas de alta tecnologia. Fundada em 1857 e com uma população de aproximadamente 
240.000 habitantes no ano de 2015, São Carlos é considerada um centro predominantemente 
urbano, contando apenas com 4% da população residente na área rural (IBGE, 2010). Assim, 
como outras cidades brasileiras de médio porte, São Carlos apresentou um intenso crescimento 
econômico nos últimos anos, com uma renda per capita média de R$1.086,22 e um alto nıv́el 
IDH de 0,805 no ano de 2010. Como exemplo, o estado de São Paulo e o paı́s apresentaram IDH 
para o mesmo ano de 0,783 e 0,813, respectivamente (PNUD, 2016) e (IBGE, 2010). 

 Três bases de dados distintas foram utilizadas segundo o procedimento metodológico e apre-
sentam a seguinte amostragem: (i) dados agregados do Censo IBGE - 2010: 288 observações-
setores censitários, (ii) dados desagregados da Pesquisa OD: contendo 3.057 observações-do-
micı́lios e (iii) microdados do Censo IBGE-2010:  6.817 observações-domicı́lios.  

 A sequência metodológica, associada a este trabalho, baseia-se em: (1) Tratamento das bases 
de dados; (2) Obtenção da população sintética; (3) Calibração do modelo de geração de viagens; 
(4) Estimativa de viagens domiciliares sintéticas; (5) Validação 1: Validação das variáveis inde-
pendentes sintéticas e (6) Validação 2: Validação das viagens domiciliares sintéticas. O Tabela 1 
1 sintetiza o banco de dados utilizado em cada uma das etapas metodológicas.  

 
Tabela 1 – Síntese do uso das bases de dados das diferentes etapas metodológicas 

Etapa metodológica Base de dados 

Etapa 1: Tratamento dos dados Três bases de dados 

Etapa 2: Obtenção da população sinté$ca 
Dados agregados do Censo IBGE - 2010: 288 observações-setores 
censitários 

Etapa 3: Calibração dos modelos de geração de viagens 
Dados desagregados da Pesquisa OD: contendo 3.057 observações-

domicílios 

Etapa 4: Es$ma$va de viagens domiciliares sinté$cas População sinté$ca (variáveis independentes) 

Etapa 5: Validação 1: Validação das variáveis  

independentes sinté$cas 
Microdados do Censo IBGE-2010: 6.817 observações-domicílios 

Etapa 6: Validação 2: Validação das viagens domiciliares 

sinté$cas 

Dados desagregados da Pesquisa OD: contendo 3.057 observações-

domicílios 

 
 

 A Tabela 2, em seguida, traz uma sı́ntese das descrições das variáveis utilizadas em cada uma 
das três bases de dados. Vale ressaltar que foram descritas apenas as variáveis aqui utilizadas.  
Como um dos objetivos deste trabalho é simular uma população sintética por meio de dados 
agregados do censo, foram escolhidas variáveis que delineavam as caracterı́sticas sociodemo-
grá&icas dessa população. No entanto, por se tratar de um estudo de geração de viagens por 
domicı́lio foram selecionadas as variáveis independentes que explicam o fenômeno, segundo 
literatura conhecida (Novaes, 1986; Bruton, 1979; Kawamoto, 1994; Ortúzar e Willumsen, 
2011; Papacostas e Prevedouros, 1993) e a variável dependente viagens	por	domicílio, esta so-
mente obtida pela Pesquisa OD. Vale ressaltar que algumas variáveis da amostra desagregada 
da Pesquisa OD foram transformadas (numéricas para dummies) no intuito de serem compati-
bilizadas às amostras de microdados e população sintética.  

 Na etapa de calibração de modelo de geração de viagens por RNAs foi utilizado o banco de 
dados desagregados da Pesquisa OD e foram utilizadas cinco variáveis independentes: “Tama-
nho do domicı́lio”, “Renda domiciliar”, “Gênero”, “Posição na famı́lia”, “Faixa etária” e a variável 
dependente “Viagens domiciliares”. As variáveis “Tamanho do domicı́lio” e “Renda Domiciliar” 
foram utilizadas, na sua forma dicotômica, obedecendo as suas categorias, como por exemplo, 
a variável “Renda Domiciliar” dividida em 6 categorias (Domicı́lio sem renda, Domicı́lio com 
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renda de 0-2 SM, Domicı́lio com renda de 2-3 SM, Domicı́lio com renda de 3-5 SM, Domicı́lio 
com renda de 5-10 SM e Domicı́lio > 10 SM). As variáveis “Gênero” (Quantidade de pessoas no 
domicı́lio do gênero feminino e do gênero masculino), “Posição na famı́lia” (Quantidade de pes-
soas no domicı́lio com a posição de chefes, cônjuges, &ilhos, etc.) e “Faixa etária” (Quantidade de 
pessoas no domicı́lio com idade até 10 anos, de 11 a 20 anos, etc.) foram utilizadas na sua forma 
numérica. A Tabela 3 sintetiza as categorias das variáveis, tanto em sua forma dicotômica, 
quanto em sua forma numérica (referindo-se a contagens).  

 
Tabela 2 – Descrição das variáveis utilizadas em cada base de dados 

Base de dados Variáveis/Descrição 

Dados agregados do Censo IBGE - 2010 

Quan$dade de domicílios com X moradores por setor; Quan$dade 

de mulheres e homens nos domicílios por setor; Quan$dade de che-
fes, cônjuges, etc. nos domicílios por setor; Quan$dade de morado-

res com X anos nos domicílios por setor; Quan$dade de domicílios 
com rendimento médio mensal de X SM por setor. 

Dados desagregados da Pesquisa OD 

Quan$dade de viagens produzidas por domicílio (variável depen-

dente); Variáveis independentes: Domicílio com 1 morador, Domicí-
lio com 2 moradores, Domicílio com 3 moradores, etc. (1) SIM e (0) 

NÃO; Domicílio com renda de 0 a 2 salários mínimos, Domicílio com 
renda de 2 a 4 salários mínimos, etc: (1) SIM e (0) NÃO; Quan$dade 

de pessoas no domicílio do gênero feminino e do gênero masculino; 
Quan$dade de pessoas no domicílio com a posição de chefes, cônju-

ges, filhos, etc.; Quan$dade de pessoas no domicílio com idade até 
10 anos, de 11 a 20 anos, etc. 

Microdados do Censo IBGE-2010 

Domicílio com 1 morador, Domicílio com 2 moradores, Domicílio com 

3 moradores, etc. (1) SIM e (0) NÃO; Domicílio sem renda, Domicílio 
com renda de 0 a 2 salários mínimos, Domicílio com renda de 2 a 4 

salários mínimos, etc.: (1) SIM e (0) NÃO; Quan$dade de pessoas no 
domicílio do gênero feminino e do gênero masculino; Quan$dade de 

pessoas no domicílio com a posição de chefes, cônjuges, filhos, etc.; 

Quan$dade de pessoas no domicílio com idade até 10 anos, de 11 a 
20 anos, etc. 

 

 

Tabela 3 – Descrição, por categorias, das variáveis da Pesquisa OD utilizadas para calibração dos modelos de geração 

de viagens 

Variáveis Tipo Descrição das variáveis Ref. 

Tamanho do domicílio 

Dummies 

Domicílios com 1 morador, Domicílios com 

2 moradores, ..., Domicílios com 10 
moradores 

10 categorias Dom com 1 morador 

Renda Domiciliar 

Domicílios sem renda, Domicílios com 

renda de 0 a 2 salários mínimos SM,...,  
Domicílios com renda acima de 10 SM 

6 categorias Dom sem saída 

Gênero 

Numéricas 
discretas 

Quan$dade de pessoas no domicílio do  

gênero feminino e do gênero masculino. 
2 categorias  

Posição na Família 

Quan$dade de pessoas no domicílio com a 

posição de chefes, cônjuges, filhos, empre-
gados, parentes, agregados e visitantes. 

7 categorias Visitantes 

Faixa Etária 

Quan$dade de pessoas no domicílio com 

idade até 10 anos, de 11 a 20 anos, de 21 a 
30 anos,..., Acima de 80 anos 

9 categorias Idade até 10 anos 

Viagens Domiciliares 
Quan$dade de viagens produzidas por  

domicílio. 
-  

 

 A partir dos bancos de dados de&inidos, a simulação da população sintética foi codi&icada em 
Visual	Basic	Application (VBA), linguagem de programação na planilha Microsoft	Excel do pacote 
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Of"ice, enquanto as estimativas da variável dependente dos modelos através das ferramentas 
(Redes Neurais Arti&iciais e Regressão Linear Múltipla), realizadas no software	IBM SPSS, versão 
24. 

 A Figura 2 representa o procedimento metodológico realizado no presente trabalho. As eta-
pas do método são sucintamente descritas em seguida. Vale ressaltar que foi realizada uma aná-
lise de sensibilidade para a escolha das proporções da amostra de treinamento e teste para o 
modelo de RNAs, visto que não há um consenso na literatura sobre os tamanhos dos conjuntos 
de calibração e validação. Os conjuntos testados foram: 60/40, 70/30 e 80/20 para calibração 
e validação, respectivamente. Após a análise de sensibilidade das proporções, &icou de&inido 
60% da amostra para treinamento da RNA e calibração do modelo linear. Os dados restantes 
foram utilizados para teste da rede e validação do modelo paramétrico. 

 

 
Figura 2. Ilustração das etapas do procedimento metodológico 

 

Etapa 1 - Tratamento dos dados: Inicialmente foi realizado o tratamento da base de dados 
agregados por setor censitário do IBGE. Foram utilizadas as distribuições populacionais das va-
riáveis da amostra agregada para simulação de dados sintéticos desagregados. Simultanea-
mente, foi realizado o tratamento de dados da amostra desagregada, por domicı́lio, dos Micro-
dados e da Pesquisa OD. O banco de dados da Pesquisa OD foi utilizado tanto para calibração do 
modelo de RNAs, quanto para calibração do modelo linear tradicional.  

Etapa 2 - Obtenção da população sintética: Esta etapa metodológica compreende a simulação 
dos dados sintéticos (descrita detalhadamente na seção seguinte).  

Etapa 3 - Calibração dos modelos de geração de viagens: consiste na calibração de modelo 
de RNAs, com dados da pesquisa OD, para estimativa de viagens domiciliares. 

Etapa 4 - Estimativa de viagens domiciliares sintéticas: Com a utilização das variáveis da 
população sintética, obtida anteriormente pelo MMC (Etapa 2), no modelo de RNAs (Calibrado 
na Etapa 3), são estimadas as viagens domiciliares sintéticas. 

 Após realizadas as etapas de 1 a 4, &inalizou-se com as etapas de validação, sendo a Etapa 5 
a validação 1 (Validação das variáveis independentes sintéticas) e a Etapa 6 a Validação 2 (Vali-
dação das viagens domiciliares sintéticas). As etapas de validação, tanto da população sintética 
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(variáveis explicativas – Validação 1) quanto das viagens estimadas sintéticas (Validação 2), fo-
ram realizadas através de testes de hipótese.  

 Há duas validações e objetivos aparentes, conforme pode-se observar na Figura 3: (1) Vali-
dação das variáveis independentes obtidas pela população sintética, com base nas distribuições 
populacionais dos dados agregados (População sintética); (2) Validação das variáveis de via-
gens estimadas pelas RNAs e População sintética (Viagens domiciliares sintéticas). 

 

 
Figura 3. Detalhamento da validação metodológica 

 

Etapa 5 - Validação 1: Validação das variáveis independentes sintéticas 

Após a obtenção dos valores desagregados das variáveis independentes para população sinté-
tica, é necessário compará-los a uma amostra desagregada observada. Assim a amostra utili-
zada como base comparativa é proveniente dos Microdados do IBGE.  

 A ferramenta utilizada é o teste Kolmogorov-Smirnov para comparação das distribuições po-
pulacionais da amostra sintética e dos microdados do IBGE. Assim, são realizadas comparações 
pareadas entre as variáveis independentes, obtidas pela população sintética, e as variáveis in-
dependentes observadas (Microdados). Vale ressaltar que o teste Kolmogorov-Smirnov	é reali-
zado na sua forma não paramétrica, com objetivo de comparar duas distribuições populacionais 
desconhecidas.  

Etapa 6 - Validação 2: Viagens domiciliares sintéticas 

Como os dados relativos a viagens não são encontrados no censo de 2010 do IBGE, a amostra 
base para &ins comparativos aqui utilizada é a amostra desagregada, proveniente da Pesquisa 
O/D. Assim, a partir das variáveis independentes, obtidas para a amostra sintética desagregada 
(Etapa 2) e do modelo de RNAs previamente calibrado (Etapa 3), são estimadas as viagens do-
miciliares, chamadas neste trabalho de VIAGENS SINTEU TICAS (Etapa 4).  

 Para validação das viagens estimadas sintéticas, foi feito teste de hipótese Kolmogorov-	Smir-

nov	para comparação das distribuições populacionais das viagens estimadas sintéticas e das 
viagens domiciliares da Pesquisa OD.  

 Também foi realizado o teste da Mediana para comparação da similaridade das medianas 
entre os mesmos pares de valores (para duas amostras independentes, também de distribuição 
desconhecida). A Figura 3 ilustra detalhadamente a etapa de validação dos dados. A validação 
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das viagens é feita para amostras completas e também após a retirada do percentil 90.  
O intuito foi retirar, da análise de validação, aqueles domicı́lios atı́picos da Pesquisa OD, com a 
realização de 24 viagens domiciliares, por exemplo.  

 Vale ressaltar que os testes foram realizados considerando os domicı́lios contidos em cada 
um dos setores censitários. Observou-se, posteriormente, o percentual de setores que passaram 
em ambos os testes de hipóteses, o percentual de setores que passaram em apenas um dos tes-
tes, além do percentual de setores que não passaram em nenhum dos testes propostos.  

5. SIMULAÇÃO DOS DADOS SINTÉTICOS PELO MÉTODO MONTE CARLO  

O algoritmo de Monte Carlo, que utiliza uma base estatı́stica para gerar números pseudoaleató-
rios, foi utilizado para simular a população sintética (domicı́lios sintéticos) e, resumiu-se em 
três etapas, de acordo com a Figura 4. Inicia-se com a etapa de seleção do setor censitário. Em 
seguida, para cada setor, é de&inida a quantidade de domicı́lios. Na próxima etapa, é sorteado o 
número de moradores no domicı́lio e, por &im, são de&inidas as caracterı́sticas dos moradores 
do domicı́lio. O processo é repetido até que sejam preenchidos, na totalidade, todos os domicı́-
lios que compõem os setores censitários da área em estudo. Vale ressaltar que as distribuições 
utilizadas no método Monte Carlo foram obtidas das informações agregadas do Censo. Ressalta-
se que a distribuição populacional, de algumas variáveis agregadas, é Normal, Poisson ou Expo-
nencial. Algumas delas, no entanto, não apresentam nenhuma distribuição conhecida (foram 
testadas Normal, Poisson, Uniforme e Exponencial).  

 

 
Figura 4. Fluxograma da simulação da população sintética 

 

 Com o propósito de avaliar os resultados obtidos pelo Método Monte Carlo, foi realizada a 
validação dessa população sintética (Etapa 5: Validação 1 – Figura 3) através da amostra de 
microdados 2010 do IBGE. Optou-se por utilizar o teste estatı́stico para as amostras indepen-
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dentes (na sua forma não paramétrica, ou seja, para variáveis de distribuição populacional des-
conhecida), o teste de Kolmogorov	-	Smirnov. Da forma que o teste foi realizado neste trabalho, 
ele compara a distribuição populacional de duas amostras independentes. Assim, foram com-
paradas, de forma pareada, as distribuições populacionais das variáveis da população sintética 
e das variáveis originais que compõem os microdados do censo 2010.  

 Neste teste, a Hipótese Nula seria que as variáveis apresentam distribuições similares e a 
Hipótese Alternativa seria que as variáveis não apresentam distribuições populacionais simila-
res. Assim, a Hipótese Nula foi retida para as variáveis apresentadas na Tabela 4. 

 
Tabela 4 - Variáveis que passaram no teste de Kolmogorov-Smirnov 

Variáveis              Ho=Reter p-valor Variáveis     Ho=Reter p-valor 

Domicílios com 1 morador 0,985 Chefes 1,000 
Domicílios com 2 moradores 0,999 Agregados 1,000 

Domicílios com 3 moradores 1,000 Visitantes 1,000 
Domicílios com 4 moradores 1,000 Empregados 1,000 

Domicílios com 5 moradores 1,000 Idade 71-80 anos 0,596 

Domicílios com 6 moradores 1,000 Idade mais que 80 anos 1,000 
Domicílios com 7 moradores 1,000 Renda Domiciliar (sem renda) 1,000 

Domicílios com 8 moradores 1,000 Renda Domiciliar (2-3 sal.min.) 0,479 
Domicílios com 9 moradores 1,000 Renda Domiciliar (3-5 sal.min.) 0,404 

Domicílios com 10 ou mais moradores 1,000 Renda Domiciliar (5-10 sal.min.) 0,537 
 Renda Domiciliar  (>10 sal.min.) 0,768 

 

6. REDES NEURAIS ARTIFICIAIS PARA PREVER VIAGENS POR DOMICÍLIO 

A Rede Neural Arti&icial (RNA) foi utilizada para prever a geração de viagens por domicı́lio. O 
modelo RNA de geração de viagens gerado iniciou-se pela escolha do tipo de rede a ser treinada 
e optou-se por utilizar a rede multilayer	perceptron (MLP-Figura 5) que é função de variáveis de 
previsão (independentes) que minimizam o erro de predição da variável de saı́da (Haykin, 
1999).  Em seguida, foram de&inidas como variáveis de entrada 5 covariáveis - (duas na sua 
forma dicotômica e 3 na forma numérica, todas distribuı́das conforme categorias, como apre-
sentado na Tabela 2 e Tabela 3). 

 
Figura 5. Esboço de uma rede MLP. Fonte: Haykin, (1999) 

 

 O processamento da rede para prever a geração de viagens por domicı́lio foi de&inido utili-
zando uma arquitetura personalizada de 2 camadas ocultas, pois foram realizados testes preli-
minares e não foi observado ganho de desempenho com mais de duas camadas ocultas. Além 
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disso, o aumento do número de camadas ocultas pode acarretar o aumento da complexidade e 
do tempo de processamento da rede (Batista, 2012). 

  A amostra de treinamento da rede foi equivalente a 1.836 domicı́lios (60%), enquanto a 
amostra de teste foi de 1.221 domicı́lios (40%). O processamento em cada neurônio se deu pelas 
funções de ativação tangente hiperbólica e identidade, pois são funções padrão; além disso, nos 
testes realizados com as outras funções, estas foram as que apresentaram menor erro. A função 
de ativação tangente hiperbólica foi adotada com sucesso em outros trabalhos, assim como 
neste (Aguiar Júnior, 2004; Gonçalves et. al, 2014; Gonçalves et. al, 2015). A função de erro de-
&inida para ser minimizada foi a soma dos erros quadráticos.  

 Turchenko	et	al.	(2010) a&irmam que as Redes Neurais Arti&iciais representam uma boa al-
ternativa para a solução de problemas complexos, porém na fase de treinamento requerem 
grande carga computacional, que pode demorar horas ou até dias para convergir. Assim, para 
não ter problemas de sobrecarga computacional, os autores sugerem o uso do algoritmo de trei-
namento por lote, pois a atualização dos pesos sinápticos é realizada após o processamento de 
todos os padrões de treinamento ao invés de atualizar os pesos a cada padrão apresentado e foi 
observada uma aceleração positiva.  Desta forma, foi selecionado o treinamento do tipo Lote 
que atualiza os pesos sinápticos aos passar por todos os registros de dados de treinamento, 
continua o processo de atualização dos pesos e só para quando uma das regras de parada seja 
atendida. 

 

 
Figura 6. Importância das variáveis analisadas para a geração de viagens por domicílio 

 

 A RNA de&iniu como principais variáveis explicativas da geração de viagens por domicı́lio as 
variáveis Domicı́lio com Renda Domiciliar maior que 10 salários mı́nimos (dicotômica) e Domi-
cı́lio com 9 moradores – Dicotômica - (Figura 6). Em seguida, as variáveis Domicı́lio com 8 mo-
radores – Dicotômica - e Domicı́lio com 7 moradores – Dicotômica - foram classi&icadas como 
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terceira e quarta variáveis explicativas de maior relevância, respectivamente. Observa-se, na li-
teratura tradicional de demanda por transportes, a alta correlação positiva entre o número de 
indivı́duos no domicı́lio e a quantidade de viagens domiciliares, bem como Renda Domiciliar e 
quantidade de viagens, sobretudo motorizadas (Ashley, 1978; Atherton e Ben-Akiva, 1976; Ba-
tes et	al., 1978). Espera-se assim, uma importância maior das variáveis dicotômicas que repre-
sentam domicı́lios de renda alta (Domicı́lio com Renda maior que 10 SM) e domicı́lios com alto 
número de membros (Domicı́lio com 9 moradores, Domicı́lio com 8 moradores e Domicı́lio com 
7 moradores). Além disso, considerando os resultados da RNA, ressalta-se que a função esco-
lhida tende a minimizar o erro de predição da variável de saı́da. Por esta razão, encontram-se, 
nas categorias extremas superiores, os menores erros (valores 1 para categorias extremas su-
periores, inevitavelmente, produzem maiores valores de viagens domiciliares). Sendo esperado 
tal resultado para o caso de Redes Neurais, sobretudo para amostra de treinamento, pois são 
escolhidas aquelas variáveis explicativas que produzem valores de variável dependente com 
menor variabilidade.  

 Os resultados tanto do treinamento (60% da amostra) quanto do teste (40% da amostra) 
foram bons, com erros considerados satisfatórios para o propósito da pesquisa. Com o propó-
sito de avaliar o desempenho dos modelos investigados (RNA multilayer	perceptron e modelo 
linear tradicional), foram consideradas algumas medidas de desempenho dos erros obtidos. 
Tais medidas estão descritas, a seguir, e os resultados obtidos são apresentados na Tabela 5.   

�� = 1� × ��	
 − �
�

��  

��� = �1� × ��	
 − �
�

��    

�� = ∑ �	
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��
��∑ �	
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Sendo: EM = Erro Médio; W X  = valor observado; Y X  = valor previsto; REM = Raiz do erro médio; 
ER	= Erro relativo;    

� = 1� = � × �	
 − 	̅ − ��
 − �� �� × ��  

Em que: Z  = coe&iciente de correlação; W̅ = valor médio observado; ��= valor médio estimado;  
\ W  = desvio padrão dos valores observados; \ y = desvio padrão dos valores estimados.  ���� !" �	 − � = #��	 − � − $� 

Sendo: ] esvpad (x−y) = desvio padrão dos erros; μ = média dos erros; (x−y) = erro. 

 
Tabela 5 - Medidas de desempenho calculadas para RNA 

Amostra Treino Teste 

Erros 60% 40% 

EM -0,055 0,176 

REM 2,970 3,640 
ER 0,521 0,662 

r 0,692 0,583 
DESVPADA 2,970 3,638 

 

  

(1) 

(2) 

(3) 

(4) 

(5) 
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 Estabelecido o modelo na RNA, foi possıv́el veri&icar os resultados da previsão da geração de 
viagens por domicı́lio. Além da saı́da com os valores previstos, o IBM SPSS 24.0 apresenta, como 
resultado, o grá&ico de dispersão entre valores observados e previstos da variável dependente. 
Desta maneira, há uma forma e&iciente e visual de veri&icar a qualidade dos resultados obtidos 
a partir das RNAs. A Figura 7 ilustra este resultado. Constatou-se que os resultados do modelo 
de RNAs apresentaram uma boa relação entre os dados observados e estimados (Coe&iciente de 
Pearson=0,583). 

 

 
Figura 7. Gráfico de dispersão da variável geração de viagens por domicílio (Observados x estimados por RNAs) 

 
7. MODELO LINEAR CALIBRADO (REGRESSÃO LINEAR MÚLTIPLA) 

A Regressão Linear Múltipla (RLM) é aplicada em uma in&inidade de casos, buscando uma rela-
ção entre uma única variável dependente (numérica) e diversas variáveis independentes (nu-
méricas ou dummy), relação esta supostamente linear. A &inalidade é encontrar a combinação 
linear das variáveis independentes que forneça a máxima correlação com a variável dependente 
(Raymond, 1982). A calibração do modelo de geração de viagens domiciliares (Etapa 3), bem 
como obtenção das viagens sintéticas, são baseados no algoritmo de RNAs. A calibração através 
da RLM Stepwise foi realizada para efeitos comparativos. Os autores sugerem a calibração de 
uma técnica comumente empregada para o propósito de testar a potencialidade do uso de RNAs 
para estimativas de viagens domiciliares.  

 O procedimento Stepwise constrói, iterativamente, uma sequência de modelos de regressão 
pela adição ou remoção de variáveis em cada etapa, sendo de&inido pelo teste parcial F (Freed-
man, 2009). Inicialmente, foi utilizado o banco de dados original com 5 variáveis independentes 
(34 categorias de variáveis conforme apresentado no Quadro 3) e através do método Stepwise, 
foi selecionado o melhor modelo (maior coe&iciente de determinação), com 13 categorias de 
variáveis independentes selecionadas e 14 parâmetros estimados (incluindo a constante). Em 
seguida, foi realizada, juntamente com a matriz de correlação das 13 categorias de variáveis 
selecionadas, a análise de multicolinearidade deste modelo utilizando os valores de tolerância 
e VIF (Tabela 6).  

 A tolerância é uma medida direta de multicolinearidade e de&inida como a quantia de varia-
bilidade da variável independente selecionada não explicada pelas outras variáveis indepen-
dentes. Portanto, se o valor de tolerância for alto (próximo de 1,00) signi&ica um pequeno grau 
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de multicolinearidade. O fator de in&lação de variância (VIF) é a outra medida de multicolinea-
ridade, que é calculado como o inverso do valor da tolerância. Este não deve ser maior que 2,00 
a &im de evitar problemas de multicolinearidade. Assim, tanto os valores de tolerância quanto 
de VIF próximos de 1,00 indicam pequeno grau de multicolinearidade (Hair et	al., 2009). 

 
Tabela 6 - Análise de multicolinearidade 

Variáveis Tolerância VIF 

Dom. com 5 moradores 0,881 1,135 

Dom. com 4 moradores 0,865 1,156 

Idade -71 a 80 anos 0,958 1,043 

Chefe 0,938 1,066 
Idade -61 a 70 anos 0,943 1,060 

Cônjuges 0,868 1,151 

Outros parentes 0,917 1,090 
Idade > 80 anos 0,926 1,080 

Renda 10-20 SM 0,973 1,028 

Renda 3-5 SM 0,985 1,015 

Renda 2-3 SM 0,958 1,044 
Renda 5-10 SM 0,979 1,021 

Agregados 0,981 1,020 

 

 Após esta análise, detectou-se multicolinearidade mı́nima nos dados, pois as variáveis não 
apresentaram valor de tolerância menor que 0,750 e valores de VIF próximos de 1,000. O mo-
delo escolhido está descrito na Tabela 7.   

 
Tabela 7 - Principais resultados do modelo linear escolhido 

Modelo linear: Geração de viagens por domicílio 

Variáveis significativas R2  = 0,317 

 Coeficientes t 

Constante 1,266 4,123 

Dom. com 5 moradores 3,082 10,817 

Dom. com 4 moradores 1,785 8,151 

Idade -71 a 80 anos -1,576 -7,480 
Chefe 1,614 7,644 

Idade -61 a 70 anos -1,322 -8,676 

Cônjuges 1,475 7,422 
Outros parentes 0,877 7,585 

Idade > 80 anos -1,811 -5,955 

Renda 10-20 SM 2,446 5,204 

Renda 3-5 SM 1,018 4,473 
Renda 2-3 SM 0,591 4,711 

Renda 5-10 SM 1,462 4,304 

Agregados 1,113 2,093 

 

 Por &im, foi realizada uma análise crı́tica do modelo, em relação às variáveis independentes 
signi&icativas selecionadas pelo método estatı́stico e se observa que os valores de coe&icientes 
da maioria das variáveis independentes foram positivos, inclusive a constante. Portanto, é pos-
sıv́el a&irmar que as viagens aumentam com o aumento do número de moradores no domicı́lio. 
Da mesma maneira, quanto maior a renda no domicı́lio maior o número de viagens realizadas. 
Novamente, o número de viagens aumenta quanto maior o número de chefes, cônjuges e agre-
gados que o domicı́lio possui. 
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 A ordem de grandeza dos parâmetros estimados para explicar o fenômeno de previsão de 
viagens por domicı́lio e os valores da estatı́stica t apresentaram valores coerentes com o espe-
rado. Tudo isto denotou que as variáveis selecionadas neste modelo (RLM) foram signi&icativas. 
As variáveis signi&icativas são coerentes com aquelas apontadas por Ortúzar e Willumsen 
(2011), que explicam a geração de viagens, através de análise desagregada: renda; posse do 
carro; tamanho da famı́lia e estrutura familiar. 

 Desta forma, como se tratam de variáveis dicotômicas (exceto a variável “Chefe” que é a quan-
tidade de chefes no domicı́lio), é possıv́el a&irmar que as viagens por domicı́lio aumentam com 
o aumento de moradores e também com o aumento da renda familiar, conforme encontrado na 
literatura tradicional de estimativa desagregada de demanda por transportes (Clifton et	 al, 
2012; Ewing et	al., 1996;  Vickerman e Barmby, 1985). 

 Após análise crı́tica do modelo obtido, os resı́duos do modelo linear foram plotados e ilus-
trados na Figura 8 e observa-se que atendem à suposição de normalidade (a), porém não aten-
dem à suposição de homocedasticidade (b). Em seguida, os autores apresentam um diagrama 
de dispersão contendo os valores de viagens observados e estimados pelo modelo de RLM  
(Figura 9).  

 

 
(a) 

 

 
(b) 

Figura 8. (a) Análise de normalidade, (b) Análise dos resíduos – heteroscedasticidade 
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 Assim como nas RNAs, para a RLM foram calculadas as medidas de desempenho, apresenta-
das na seção anterior e os resultados dos erros são apresentados na Tabela 8.  

 
Tabela 8 - Medidas de desempenho de erros 

Amostra Treino Teste 

Erros 60% 40% 

EM 0,102 0,160 

REM 3,439 3,821 
ER 0,691 0,718 

r 0,558 0,532 
DESVPAD 3,444 3,815 

 

 EU  possıv́el notar que o Modelo RLM de geração de viagens por domicı́lio apresenta ajuste 
coerente com resultados encontrados na literatura para dados desagregados (Ashley, 1978; 
Atherton e Ben-Akiva, 1976). Os valores dos erros, a depender da medida de desempenho ado-
tada, o Erro Médio (EM), a Raiz do Erro Médio (RME), o Erro Relativo (ER), o coe&iciente de 
correlação (r) ou o Desvio Padrão do erro (DESVPAD), foram um pouco maiores que o Modelo 
por RNA. Desta forma, o desempenho das duas técnicas pode ser classi&icado como similar, para 
o presente estudo de caso, com um desempenho sutilmente melhor para o modelo de RNAs.   

 

 
Figura 9. Gráfico de dispersão da variável “viagens domiciliares” (valores observados x valores estimados através da 

RLM). 

 

 Em comparação ao modelo de RNAs, a relação de valores observados e estimados foi um 
pouco mais forte do que pelo modelo por RLM. Apresentaram coe&icientes de Pearson de 0,583 
e 0,524, respectivamente. No entanto, existe uma vantagem principal em relação ao uso das 
RNAs, já que esta é uma técnica de Inteligência Arti&icial, não apresenta as suposições da RLM, 
sendo livre de restrições, tais como nos modelos lineares tradicionais.  

8. VALIDAÇÃO DOS RESULTADOS RELATIVOS À DEMANDA POR TRANSPORTES  
(ETAPA 6 - VALIDAÇÃO 2) 

O objetivo desta etapa de validação foi garantir que o método proposto gerasse informações 
relativas a viagens con&iáveis. Para isto, foram validadas as viagens produzidas sintéticas, por 
domicı́lio, estimadas pelo método sequencial proposto (População sintética pelo MMC e RNAs).  
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 Substituindo-se os valores das variáveis independentes da população sintética no modelo de 
RNAs, previamente calibrado, foram obtidas as viagens domiciliares sintéticas. Para a validação 
das viagens domiciliares, estimadas a partir do método sequencial proposto, foram utilizados 
os dados de viagens domiciliares provenientes da Pesquisa OD. A validação proposta foi reali-
zada a partir da comparação de medianas, através do teste de hipótese da mediana e teste Kol-
mogorov	-	Smirnov, para comparação de distribuições populacionais. A ideia foi veri&icar se as 
medianas e distribuição populacional das viagens estimadas pelo método proposto e da Pes-
quisa OD são similares. O procedimento metodológico compreende a comparação para a amos-
tra completa e para a amostra com a exclusão do percentil 90.  

 A escolha dos testes, descritos acima, deu-se pela necessidade de incorporar o aspecto não 
paramétrico. A ideia é comparar tantos valores tı́picos quanto distribuições para o caso de va-
riáveis que possuam distribuições populacionais desconhecidas, o que não seria o caso do teste 
t para comparação de médias, por exemplo, que supõe distribuição gaussiana. Este aspecto foi 
levado em conta considerando que a maior parte das variáveis possuem distribuição populaci-
onal desconhecida, embora algumas sigam distribuição Gaussiana, Poisson ou Exponencial.  

 Vale ressaltar que os testes de hipótese foram realizados considerando os domicı́lios (via-
gens sintéticas x viagens observadas da Pesquisa OD) que compõem cada setor censitário. As-
sim, os testes foram realizados considerando a quantidade de domicı́lios por setor. A Figura 10 
mostra o percentual de setores que passaram em ambos os testes, bem como aqueles que pas-
saram em um dos dois testes propostos e o percentual de setores que não passaram em ambos 
os testes. A Figura 11 traz os mesmos resultados para a amostra, após a exclusão do percentil 
90. Observa-se um padrão espacial, em relação a tais testes estatı́sticos (Figura 12). Os setores 
situados em localizações periféricas, predominantemente não passam em ambos os testes. Tal 
fato pode ser justi&icado por ausência de amostragem ou poucos domicı́lios amostrados na Pes-
quisa OD em tais localizações, haja vista que em 2007 e 2008 (anos de realização da Pesquisa 
OD em São Carlos) tais setores (zonas de tráfego) tinham pouca população residente.  

 

 
Figura 10. Porcentagem de setores censitários que apresentaram viagens sintéticas válidas 

 

 
Figura 11. Porcentagem de setores censitários que apresentaram viagens sintéticas válidas após a retirada dos valores 

do Percentil 90 
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Figura 12. Mapa temático de setores que passaram em ambos os testes estatísticos 

 

9. CONCLUSÕES 

A proposta deste trabalho apresentou resultados satisfatórios e evidencia a e&icácia do uso con-
junto de RNAs e população sintética simulada pelo Método Monte Carlo no planejamento de 
transportes, especi&icamente na previsão de geração de viagens domiciliares. 

 Os resultados encontrados na calibração dos modelos (dados O/D), através da técnica mais 
usual no planejamento de transportes, a Regressão Linear Múltipla e as RNAs foram bem simi-
lares e compatıv́eis. Vale ressaltar que os resultados foram sutilmente melhores para as RNAs, 
corroborando o seu potencial no uso de modelagem de demanda por transportes, considerando, 
principalmente a ausência de restrições e suposições matemáticas associadas à sua aplicação. 

 O Método Monte Carlo foi e&iciente para simular a população sintética, utilizando apenas da-
dos agregados, pois através da validação dessa população, ou seja, da aplicação do teste estatı́s-
tico de Kolmogorov-Smirnov	para comparação de distribuições populacionais, observou-se que 
62% das variáveis sintéticas foram consideradas aptas, ou seja, de mesma distribuição popula-
cional que os microdados do censo do IBGE.   

 Importante mencionar que, após a validação das viagens por domicı́lio da população sinté-
tica estimadas pelo método sequencial proposto (MMC seguido de RNAs), constatou-se que em 
62% dos setores censitários, as viagens domiciliares foram consideradas similares, segundo 
distribuições e medida tı́pica (mediana), quando comparadas às viagens observadas pela Pes-
quisa OD. Com a retirada do percentil 90 da análise (outliers da Pesquisa OD), 71% dos setores 
censitários apresentaram a distribuição e mediana das viagens sintéticas, similares às viagens 
amostradas pela Pesquisa OD, corroborando a e&iciência do método proposto para estimativa 
de viagens domiciliares.  

 Assim, através do método sequencial proposto pelos autores, foi possıv́el confrontar dois 
problemas de pesquisa: (1) ausência de dados desagregados na maioria das cidades brasileiras 
e (2) restrições e suposições matemáticas associadas à modelagem tradicional de demanda por 
transportes. 
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 Como principal restrição metodológica, observa-se que a autocorrelação espacial não é, em 
nenhum momento, considerada para obtenção dos domicı́lios sintéticos. A dependência espa-
cial é corroborada, ainda, através do mapa temático produzido a partir da validação 2 (Figura 
12). Uma solução para tal problema, que seria uma ideia de trabalho futuro, seria aplicação de 
simulação de dados através de uma ferramenta espacial (Simulação Sequencial Gaussiana). Tal 
ferramenta pode vir a ser uma boa solução para esta restrição, levando-se em conta variáveis 
de demanda por Transportes (Linder, 2019; Lindner e Pitombo, 2019).  
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